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ПОДХОД К ОПРЕДЕЛЕНИЮ МЕРЫ СЕМАНТИЧЕСКОЙ БЛИЗОСТИ 
РЕЗУЛЬТАТОВ ОБУЧЕНИЯ

Предлагается подход к решению проблемы семантического анализа результатов обучения. Результаты обу
чения являются короткими текстами, состоящими из глаголов действия и терминов предметной области из 
различных областей человеческого знания. С учетом специфики представления результатов обучения рассмот
рены существующие подходы к определению семантической близости, проанализированы различные способы 
использования внешних баз знаний и выбран ряд наиболее подходящих методов.

Введение
В условиях развития в России студентоориентиро-

ванного подхода к разработке образовательных про-
грамм, опирающегося на формулирование ожидае-
мых результатов обучения (learning outcomes) в их 
гармоничной увязке с компетенциями новых обра-
зовательных стандартов (ФГОС ВО 3+) и професси-
ональных стандартов, все более важным становится 
создание средств интеллектуальной поддержки, поз
воляющих повысить эффективность разработки но-
вых или актуализации существующих образователь-
ных программ и индивидуальных образовательных 
траекторий [1]. 

При решении комплекса задач поиска и анализа 
разнородного образовательного контента необходи-
мо определить подход к сопоставлению результатов 
обучения разного уровня (от отдельных тем, образо-
вательных курсов до образовательных программ уни-
верситетов) через определение меры семантической 
близости. Применение данного подхода на практике 
позволит эффективно в автоматизированном режиме 
подбирать, анализировать и синтезировать актуали-
зированный образовательный контент исходя из за-
данного пользователем набора результатов обучения. 

Понятие результата обучения и особенности 
описания

Результаты обучения — это формулировки того, 
что, как ожидается, будет знать, понимать и/или бу-
дет в состоянии продемонстрировать обучающийся 
после завершения процесса обучения [16]. Они со-
стоят из:

–– action verb — глагол, означающий действие, 
которое должен продемонстрировать обучающийся 
(например: знать, применять на практике, сопостав-
лять, анализировать, создавать и т. д.);

–– learning statement — формулировка, состоящая 
из терминов предметной области, которая определя-
ет, что из изученного будет продемонстрировано об-
учающимся в результате;

–– criterion — критерии — дополнительные форму-
лировки, определяющие условия в которых будет оце-
ниваться выполняемое обучающими действие [17].

Текстовое представление каждого конкретного ре-
зультата обучения имеет следующие особенности:

1) текст небольшой длины, состоящий всего из 
нескольких фраз, включающих в себя, как правило, 
не более двух десятков слов;

2) использование глаголов действия (Action Verb) 
из ограниченного списка слов, определяемых раз-
личными таксономиями образовательных целей [6; 
7] вне зависимости от предметной области образова-
тельной программы или курса;

3) использование терминов в Learning statement 
и Criterion из областей знания, определяемых пред-
метной областью образовательной программы или 
курса. При этом используемые термины могут быть 
узкоспециализированы и редки в употреблении.

Данные особенности накладывают дополнитель-
ные требования на используемые алгоритмы и мето-
ды интеллектуального анализа текста (Text Mining). 
Поэтому следует отдельно рассматривать анализ 
семантики глагольной и терминологической состав-
ляющих результатов обучения с целью определения 
меры их семантической близости.

Анализ семантики терминологической состав-
ляющей результата обучения

Для моделирования семантики терминологиче-
ской составляющей результатов обучения (Learning 
statement, Criterion) предлагается использовать век-
торную модель, в которой текст представляется в 
виде разреженного числового вектора в многомер-
ном пространстве, измерениями которого являют-
ся какие-либо особенности текста. В большинстве 
случаев в качестве данных особенностей использу-
ются входящие в текст слова, поэтому данная модель 
имеет альтернативное название «Bag of Words» (до-
словно «мешок слов») (далее — модель BoW) [15]. 
Данная модель позволяет свести операции по обра-
ботке и анализу текста к операциям над векторами, 
значительно ускоряя обработку данных. Одной из на-
иболее часто используемых статистических мер для 
построения вектора является TF-IDF [2].

Существует несколько проблем применения моде-
ли BoW. Во-первых, использование BoW приводит 
к полному исключению синтаксической структуры 
текста из рассмотрения. Во-вторых, при решении 
конкретной задачи моделирования результатов обу
чения возникает другая проблема, которая заключа-
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ется в небольших размерах моделируемых текстов 
при  значительных количествах различных терминов 
определенной предметной области. Это означает, 
что смоделированные вектора будут крайне сильно 
разрежены и могут не иметь ни единого общего сло-
ва- термина, даже если они являются полными сино-
нимами — так называемая проблема семантического 
разрыва (semantic gap).

В силу упомянутой разреженности текстовых век-
торов корпуса, анализ смоделированных данных в их 
чистом виде будет бесполезен [4]. Для решения дан-
ной проблемы используются методы внесения в ко-
роткие тексты семантических данных извне — «обо-
гащения» (enrichment). Короткий текст результата 
обучения при семантическом моделировании можно 
обогатить как дополнительной информацией о тер-
минах предметной области, так и другой информаци-
ей, содержащейся в анализируемых образовательных 
программах и курсах — например, тематика, пред-
мет, учебная организация, преподаватель и т. д.

Обогащение коротких текстов можно осуществить 
путем использования внешних корпусов и онтологий 
[5], содержащих семантическую информацию о тер-
минах предметной области.

Обзор возможности применения корпусов тек-
стов и онтологий для обогащения семантики тер-
минологической составляющей

Рассмотрим подробнее возможности применения 
различных источников для обогащения коротких 
формулировок.

WordNet — это лексическая база данных, содер-
жащая слова различных тематик с их краткими опре-
делениями и отображающая отношения и связи с 
другими словами в базе [11]. WordNet позволяет ис-
пользовать данные о взаимосвязях понятий между 
собой при определении близости объектов, однако 
непосредственное дополнение модели BoW новы-
ми словами будет неэффективно вследствие сжато-
сти и краткости даваемых определений. Кроме того, 
WordNet может быть сильно ограничен при исполь-
зовании его для обогащения специализированных 
текстов, использующих узкоспециализированную, 
профессиональную терминологию.

Многие текстовые корпуса, такие как Oxford 
English Corpus или American National Corpus, содер-
жат большие массивы текстов на различную темати-
ку, включая данные, полученные из web, используе-
мые для исследовательских целей, преимущественно 
в области лингвистики [12; 13]. Основным недостат-
ком данных систем является принцип получаемой 
информации. Поскольку данные системы ищут упо-
требления слов и словосочетаний в текстах, не яв-
ляющихся непосредственными определениями или 
словарными статьями для конкретного термина, то 
полученные результаты могут оказаться вырванными 
из контекста или вносить в обогащаемый результат 
обучения шумовую информацию, слабо отражаю-

щую сущность самого термина.
Словарные корпуса представляют собой собрания 

определений слов по типу обычных словарей. В част-
ности, Oxford Dictionaries базируется на упомянутом 
выше Oxford English Corpus и предоставляет пользо-
вателям широкий функционал по поиску синонимов, 
переводу слов, поиску примеров употребления, про-
верки грамотности и т. п. [12]. Словарные корпуса в 
задачах обогащения коротких текстов страдают от 
той же проблемы, что и WordNet, — предоставляе-
мые ими определения слишком коротки, однако, в от-
личие от WordNet, онтологическая иерархия модели 
полностью или частично утеряна.

Google Ngram Viewer — это система поиска слов 
и словосочетаний в текстах, собранных сервисом 
Google Books. По своей сути является очень большим 
корпусом, оснащенным поисковыми мощностями 
систем Google. Данные системы имеют общий недо-
статок с другими текстовыми корпусами — тексты, 
в которых производится поиск, могут быть недоста-
точно информативны по отношению к конкретному 
термину или привносить шумовую информацию.

В работе Е. А. Черниковой [8] в рамках предло-
женного ею подхода к сравнению образовательных 
курсов и программ используется WordNet в каче-
стве внешнего источника семантической информа-
ции, в основе подхода лежит собственная онтология 
образовательных курсов, включающая в себя в том 
числе онтологические концепты результатов обуче-
ния. Также собственные онтологии образователь-
ных программ и курсов используются, например, в 
работах О. Н. Сметаниной [19], С. В. Тархова [18], 
А.  Ю.  Ужвы [20] и др. Однако использование соб-
ственной онтологии требует решения крайне трудо-
емкой задачи — разработки средств пополнения и 
постоянной актуализации базы знаний с учетом не-
прекращающегося роста количества и качества обра-
зовательного контента в среде Интернет.

В отличие от описанных выше работ, учитывая 
недостатки создания и наполнения собственной он-
тологии и использования WordNet или иных сло-
варных корпусов в качестве внешних источников, в 
данном исследовании авторами предлагается исполь-
зовать открытую базу знаний интернет-энциклопе-
дии Wikipedia в качестве внешнего корпуса текстов 
для обогащения семантики терминологической со-
ставляющей результата обучения.

Wikipedia является бесплатным многопользова-
тельским ресурсом, с большим числом статей, фо-
кусирующихся на конкретных темах. Актуальность 
статей Wikipedia поддерживается сообществом 
пользователей. Основным недостатком является сво-
бодное редактирование данных Wikipedia пользова-
телями энциклопедии, однако другие пользователи 
принимают активное участие в контроле за вноси-
мыми изменениями, оперативно нивелируя наноси-
мый статьям вред. В остальном Wikipedia объединяет 
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в себе лучшие стороны других внешних источников 
знаний, рассмотренных выше.

Наиболее очевидный способ обогащения коротких 
текстов — прямое обогащение их векторов модели 
BoW словами, полученными из связанных с ними 
более крупных текстов [3]. Поскольку тексты статей 
Wikipedia достаточно обширны, они позволят в зна-
чительной мере обогатить короткий текст дополни-
тельной информацией с помощью данного метода. 
Иерархичность энциклопедии сродни онтологиче-
ским схемам систем типа WordNet с большим коли-
чеством дополнительной ссылочной информации, 
например, ссылки на внешние ресурсы и перекрест-
ные ссылки между статьями.

Институтом системного программирования РАН 
разрабатывается система Texterra [21] c инструмен-
тарием Text Mining, в котором семантика статей 
Wikipedia используется для улучшения и повыше-
ния эффективности поиска и навигации в текстовых 
базах данных. Существуют также и проекты, совме-
щающие данные WordNet и Wikipedia для получения 
расширенных онтологий. 

Методы расчета семантической близости с ис-
пользованием Wikipedia

Рассмотрим две разновидности методов расчета 
семантической близости концептов Wikipedia — кон-
тентные (текстовые) и ссылочные (сетевые) [22; 23].

Контентные (текстовые) методы определяют 
меры семантической близости, основываясь на тек-
стовом содержимом статей Wikipedia. В данной ка-
тегории методов термины (концепты) и тексты соот-
ветствующих статей, как правило, представляются 
в виде векторов в пространстве терминов.

В простейшем случае может быть определена ко-
синусная мера близости векторов статей, соответст-
вующих концептам, на основе широко используемой 
статистической метрики TF-IDF (term frequency — 
inverse document frequency), предложенной Джон-
сом [2]. Применение TF-IDF позволяет определить 
значимость слова в векторе для определения общего 
смысла текста, основываясь на частоте употребления 
данного слова в конкретном тексте и во всем наборе 
текстов.

Для повышения качества анализа текстов исполь-
зуются более сложные методы семантического ана-
лиза: латентный (LSA) и явный (ESA).

Латентный семантический анализ (LSA), пред-
ставленный в работе [25], применяется в задачах 
поиска, классификации и фильтрации информации. 
Основная идея заключается в том, что совокупность 
всех контекстов, в которых встречается искомое сло-
во, определяет множество ограничений, которые по-
зволяют определить семантическую близость слов и 
множеств слов между собой. Основные недостатки 
заключаются в смешении понятий семантическо-
го подобия и семантической связности, и требуется 
большое количество документов достаточного объ-

ема, большой размер характеристических векторов.
Явный семантический анализ (Explicit Semantic 

Analysis, ESA) [14] представляет собой алгоритм, 
обучающийся на предложенной ему базе знаний ста-
тей Wikipedia, а затем применяющий полученную 
информацию для определения близости подаваемых 
ему на вход слов и текстов. В процессе обучения ESA 
составляет инвертированный индекс, в котором ка-
ждому слову соответствует набор концептов, к кото-
рым оно относится, и их весов, что позволяет сразу 
избавиться от всех малозначащих связей между сло-
вами и концептами, отбрасывая те, вес которых ниже 
заданного порога.

Обучившись на базе корпуса Wikipedia, ESA может 
производить поиск концептов в текстах. Принимая 
входной текст как множество входящих в него слов  
T = {w i} и сопоставляя каждому слову его TF-IDF вес 
vi , алгоритм ESA составляет вектор V семантической 
интерпретации текста T. Для этого ESA отображает 
слова текста в пространство концептов Wikipedia C, 
используя упомянутые выше инвертированные ин-
дексы:

· ,i j
w Ti

V v k
∈

= ∑

где k j является весом концепта cj в инвертированном 
индексе слова wi.

Таким образом, на выходе получаются вектора, 
представляющие текст как взвешенный набор кон-
цептов, а не BoW. Затем семантическая близость рас-
считывается как косинусное расстояние для получен-
ных векторов V.

Ссылочные (сетевые) методы основаны на пред-
ставлении концептов вершинами в графе и учиты-
вают не только частотные характеристики слов, но и 
характеристики путей между понятиями, их положе-
ние в иерархии, в частности ближайшие общие поня-
тия. Ссылки могут быть разных видов: обычные вну-
тритекстовые ссылки, ссылки на основные статьи, 
категорийные ссылки, ссылки из списка тематически 
связанных статей и т. д. [22].

Существует ряд локальных ссылочных метрик, 
использующих структурную информацию внешних 
баз знаний (применимы не только к Wikipedia). Пе-
речислим некоторые из них: кратчайший путь, вычи-
сляемый как величина, обратная длине кратчайшего 
пути в графе; мера близости Резника (Resnik), осно-
вывающаяся на общей для двух понятий информа-
ции, содержащейся в их общих иерархических пред-
ках; меры близости Лин (Lin) и Джианг — Конрата 
(Jiang — Conrath), учитывающие влияние и сходств, 
и различий понятий на семантическую дистанцию 
между ними; мера Ликок — Чодороу (Leacock — 
Chodorow), нормализующая кратчайший путь от-
носительно размеров графа; мера Ву — Палмер 
(Wu — Palmer), использующая глубины понятий и их 
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ближайшего общего предка; мера Seco et al., исполь-
зующая число гипонимов для определения объёма 
информационного контента в понятии.

Меры на базе Wikipedia
Существует ряд подходов к определению мер бли-

зости понятий, использующих дополнительную ин-
формацию, содержащуюся в Wikipedia:

1) Wikipedia Link-based Measure [9] использует при 
определении близости двух понятий число гиперссы-
лок на страницах энциклопедии, ведущих на страни-
цы данных понятий:

где множества A, B и W соответствуют множеству 
страниц, содержащих ссылку на страницу понятия a, 
множеству страниц, содержащих ссылку на понятие 
b, и множеству всех страниц Wikipedia;

2) упомянутая выше система Texterra при разре-
шении лексической многозначности применяет меру 
близости Дайса (Dice) [21]:

где N(c) определяет множество страниц, связанных 
ссылкой с концептом c в графе ссылок Wikipedia, а 
w(a, b) — это вес ссылки от a к b. Критикой данного 
метода является ограниченность поиска только пер-
выми окрестностями вершин;

3) «WikiRelate!» [10] использует как текстовую, 
так и ссылочную информацию энциклопедии для 
вычисления близости понятий. Данный алгоритм 
совместно использует сетевые меры близости Ли-
кок — Чодороу, Ву — Палмер, модифицированную 
(Seco et al.) меру информационной близости Резника 
и меру Extended Lesk для определения близости тек-
стовой информации;

4) WikiWalk [24] комбинирует контентный и гло-
бальный ссылочный подход, используя метод случай-
ного блуждания в графе. Паре концептов сопостав-
ляются ESA-вектора соответствующих им статей. 
Затем на каждом из них как на начальном распреде-
лении запускается алгоритм Personalized PageRank, 
рассчитывающий для каждой вершины графа вектор 
вероятностей переходов на другие страницы. Резуль-
тирующие распределения сравниваются с помощью 
косинусной меры для получения оценки близости. 
Метод имеет существенно бóльшую временну́ ю 
сложность, чем локальные ссылочные меры, однако 
дает лучшее качество определения семантической 
близости концептов.

Сопоставление с другим подходом к анализу 
терминологической составляющей результатов 
обучения

В работе Е. А. Черниковой, в рамках предложенно-
го ею подхода к сравнению образовательных курсов, 

используется сочетание следующих мер при опреде-
лении семантической близости результатов обуче-
ния: расстояние Левенштейна, мера Ву — Палмер, 
применённая поверх структуры онтологии WordNet, 
дистрибутивная мера близости DISCO2 [13], осно-
вывающаяся на идее взаимосвязи семантической 
близости понятий и близости распределения слов в 
текстах.

В отличие от работы Черниковой для анализа 
терминологической составляющей результатов обу
чения с целью повышения точности оценки предла-
гается использовать сочетание контентной меры (ал-
горитм ESA как наиболее эффективный) и ссылочной 
меры семантической близости.

Анализ семантики глаголов действия с исполь-
зованием таксономии образовательных целей

В широко применяемой в сфере образования таксо-
номии образовательных целей Блума (Bloom) [6] вы-
деляется 6 категорий действий в пространстве позна-
ния: знание (Knowledge), понимание (Comprehension), 
приложение (Application), анализ (Analysis), синтез 
(Synthesis) и оценка (Evaluation). Кратволь (Krathwohl) 
в своей работе [7] переработал и изменил порядок 
следования категорий таксономии Блума и уточнил 
их наименование: вспоминание (Remembering), пони-
мание (Understanding), приложение (Applying), ана-
лиз (Analyzing), оценка (Evaluating) и синтез (Creating 
или Synthesizing). Модифицированная таксономия 
Кратволя позволяет с большей точностью классифи-
цировать результаты обучения исходя из используе-
мых глаголов действий.

Модифицированная таксономия Кратволя приме-
нена для определения семантической близости глаго-
лов действия в работе Е. А. Черниковой. Черникова 
вносит дополнительные изменения в таксономию и 
представляет её в виде двумерной матрицы, имею-
щей категории пространства познания в качестве од-
ного измерения и сложность описываемого глаголом 
действия в качестве другого. 

Черникова затем вводит меру близости глаголов 
действия:

где dEK — дистанция между глаголами в матрице 
таксономии, а max(dEK) — максимальная дистанция 
в матрице таксономии.

Используемая при расчетах дистанция dEK — это 
нормализованное евклидово расстояние, содержащее 
коэффициент веса w, принимающий целочисленные 
значения, большие 6:

где CPD и C — это измерения в матрице — категория 
пространства познания и сложность действия соот-
ветственно.
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Ограничения на значения коэффициента  выведе-
ны из нормализующего неравенства, требующего, 
чтобы максимальное расстояние между глаголами 
внутри одной категории пространства познания всег-
да было меньше минимального расстояния между 
глаголами в разных категориях.

Разработка алгоритма определения меры се-
мантической близости результатов обучения

Схема разрабатываемого алгоритма для опреде-
ления меры семантической близости для заданной 
пары результатов обучения представлена на рисун-
ке.

На первом этапе предлагается разделить глаголь-
ную и терминологическую составляющую резуль-
тата обучения для их последующей независимой 
обработки. Семантическая близость глагольных со-
ставляющих может быть вычислена посредством 
меры, предложенной Черниковой, в то время как для 

анализа терминологической составляющей предла-
гается использовать Wikipedia в качестве внешнего 
корпуса для обогащения короткой формулировки ре-
зультата обучения путем отображения используемых 
терминов на содержание соответствующих статей 
Wikipedia. Для повышения точности расчета семан-
тической близости планируется использовать соче-
тание контентных и ссылочных мер семантической 
близости.

Для расчета контентной меры предлагается ис-
пользовать наиболее эффективный алгоритм семан-
тического анализа — ESA, с построением харак-
теристических векторов концептов обогащенного 
текста с последующим определением косинусного 
расстояния между векторами. Для расчета ссылоч-
ных мер близости предлагается экспериментально 
определить наиболее оптимальный алгоритм из рас-
смотренных.

Выделение составляющих 
результатов обучения:

глагольной (AV) и 
терминологической (T);

Вычисление 
близости AV:

SimAV(AV1, AV2)

ESA (обучение на 
корпусе Wikipedia) 
для обогащения T с 

построением 
векторов V.

Вычисление 
контентной меры 

семантической 
близости

SimCon(V1, V2)

Использование 
структуры Wikipedia 
для анализа связей в 

терминологии

Вычисление 
ссылочной меры 
близости между 

множествами 
терминов:

SimLink(T1, T2)

Вычисление совокупной 
близости результатов обучения:

Sim(LO1, LO2) = wAV*SimAV + 
wCon*SimCon + wLink*Simlink

Алгоритм вычисления близости результатов обучения
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В итоге мера семантической близости для пары 
результатов обучения будет рассчитывается как сред-
невзвешенная сумма значений меры семантической 
близости глагольной составляющей и контентной и 
ссылочной мер близости терминологической состав-
ляющей. Весовые коэффициенты определяются экс-
периментально.

Заключение
Дальнейшие шаги исследования включают в себя 

экспериментальную оценку качества предложенно-
го подхода, выбор оптимальных алгоритмов оценки 
ссылочных мер близости терминов в аспекте точ-
ности и полноты определения мер семантической 
близости результатов обучения по сравнению с экс-
пертными оценками на подготовленном корпусе 
образовательных программ российских и зарубеж-
ных университетов. 

Отдельно стоит оценить временну́ ю сложность 
рассматриваемых алгоритмов для различных вход-
ных данных. 

Также необходимо выбрать подход к решению 
проблемы лексической многозначности при отраже-
нии термина из формулировки результата обучения 
на корпус статей Wikipedia.

После проведенных экспериментов на основании 
данного подхода к определению меры семантической 
близости результатов обучения будут определять-
ся меры семантической близости образовательного 
контента на разных уровнях детализации (от отдель-
ных тем до образовательных курсов или програм-
мы в целом), а также меры семантической близости 
результатов обучения, компетенций (из требований 
образовательных стандартов) и профессиональных 
требований к знаниям, навыкам и умениям (из требо-
ваний профессиональных стандартов и требований 
вакансий на рынке труда).
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APPROACH TO SEMANTIC SIMILARITY MEASURE  
OF LEARNING OUTCOMES

This paper aims to find a solution to the problem of semantic analysis of learning outcomes. Learning outcomes are 
short texts, which consist of verb and term components, second of which includes terminology from any area of human 
knowledge. With these specifics in consideration, we reviewed existing approaches to semantic similarity evaluation, as 
well as analyzed a variety of algorithms, utilizing external knowledge bases and selected an array of most fitting methods.
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